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Résumé

Les organismes statistiques officiels doivent continuellement rechercher de nouvelles méthodes et techniques pouvant
accroitre I’efficacité des programmes et la pertinence des produits. La mesure de I’activité de construction qu’effectue I’U.S.
Census Bureau (Bureau du recensement des Etats-Unis) est actuellement une entreprise qui exige beaucoup de ressources et
qui repose lourdement sur la réponse aux enquétes mensuelles au moyen de questionnaires et d’une collecte massive de
données sur le terrain. Nos utilisateurs de données requierent continuellement des produits de données plus actuels et plus
détaillés, mais I’approche traditionnelle par enquéte et le colt de collecte connexe, ainsi que le fardeau du répondant limitent
notre capacité a répondre a ces besoins. En 2019, nous avons commencé des recherches pour savoir si I’application de
techniques d’apprentissage automatique a I’imagerie satellitaire permettrait d’estimer de fagon exacte les mises en chantier
et les achevements de logements, tout en respectant les échéances de I’indicateur mensuel existant, et ce, a un codt inférieur
ou égal aux méthodes existantes. A I’aide des données historiques de I’enquéte sur la construction du recensement en
combinaison avec une imagerie satellitaire ciblée, I’équipe a entrainé, testé et validé deux réseaux neuronaux convolutifs
capables de classer les images selon leur étape de construction, ce qui démontre la viabilité d’une approche fondée sur la
science des données pour produire des mesures officielles de I’activité de construction.

Mots clés : statistiques officielles; mises en chantier; apprentissage automatique; imagerie satellitaire.

1. Introduction

1.1 Apercu des indicateurs de la construction de I’U.S. Census Bureau

L’U.S. Census Bureau produit 13 principaux indicateurs économiques fédéraux, qui constituent les mesures officielles
les plus actuelles et les plus importantes de I’activité économique des Etats-Unis. Trois de ces indicateurs portent
exclusivement sur le secteur de la construction et servent ensemble a rendre compte des mesures mensuelles de
I’activité de construction, des stocks de logements et d’autres intrants clés du produit intérieur brut trimestriel (Bureau
of Economic Analysis, 2020). L indicateur des nouvelles constructions résidentielles (NCR) fournit plusieurs mesures
clés de I’activité et des stocks de construction résidentielle, et comprend des estimations relatives aux permis de
construction, aux mises en chantier, aux achévements et aux logements en cours de construction®. En plus des
connaissances directes qu’elles apportent, ces estimations de I’étape de la construction servent d’intrants essentiels a
nos deux autres indicateurs de la construction. L’indicateur des ventes de constructions résidentielles neuves (VCRN)
fournit plusieurs mesures relatives particulierement aux ventes de maisons unifamiliales, y compris des estimations
nationales et régionales des maisons neuves vendues et mises en vente, ainsi que les prix de vente moyens et médians
nationaux. Parallelement a la diffusion de I’indicateur VCRN, I’U.S. Census Bureau diffuse un indice mensuel des
prix des nouvelles maisons en construction, ce qui permet aux utilisateurs de données de calculer une série en dollars
constants a partir de la série sur les dépenses des constructions unifamiliales en dollars courants, et un indice trimestriel
des prix qui sert de mesure de I’inflation du prix des maisons neuves construites pour la vente. Enfin, I’indicateur des
dépenses de construction fournit la valeur totale nationale en dollars consacrée a la construction résidentielle et non

1 Aidan D. Smith, Direction économique, U.S. Census Bureau, 4600 Silver Hill Road, Suitland (MD), Etats-Unis,
20742, aidan.d.smith@census.gov; Hector Ferronato, Reveal Global Consulting, 8115 Maple Lawn Blvd, Suite 375,
Fulton (MD), Etats-Unis, 20759, hector.ferronato@revealgc.com

2 L’U.S. Census Bureau définit la mise en chantier a partir du début de I’excavation pour les semelles ou les
fondations. Une maison est définie comme étant achevée quand tous les revétements de sol finis ont été installés ou
au moment de I’occupation, selon ce qui se produit en premier. Pour les batiments comptant deux logements ou plus,
tous les logements du batiment sont comptés comme achevés quand 50 % ou plus des logements sont occupés ou
préts a étre occupés.



résidentielle privée et publique par secteur. Notons que la composante résidentielle privée de cet indicateur, qui dépend
fortement des estimations des mises en chantier de I’indicateur NCR et des données sur les prix du VCRN, représente
environ 40 % de toutes les dépenses de construction et constitue un intrant clé de la composante d’investissement
privé en capital du produit intérieur brut.

1.2 Enquéte sur la construction

Depuis 1959, I’'U.S. Census Bureau réalise la Survey of Construction (SOC, Enquéte sur la construction) pour collecter
des données sur les mises en chantier, les achévements, les ventes, les prix et d’autres caractéristiques relatives aux
constructions résidentielles®. L’information recueillie par la SOC est utilisée conjointement avec les données de notre
Building Permits Survey (BPS, Enquéte sur les permis de batir) pour produire un grand nombre des estimations clés
des trois indicateurs de la construction décrits a la section 1.1.

Le plan actuel de la SOC emploie un processus a plusieurs degrés, dans le cadre duquel un échantillon de permis
délivrés est sélectionné chaque mois a partir d’un échantillon fixe d’environ 900 administrations sur les quelque
20 000 administrations délivrant des permis aux Etats-Unis. Pour chacun des 900 bureaux de délivrance de permis,
les représentants sur le terrain dressent manuellement la liste de tous les permis de construction résidentielle neuve, et
on tire un échantillon en sélectionnant les permis concernant les batiments d’un a quatre logements a un taux global
d’un sur cinquante et en sélectionnant tous les permis concernant des batiments de cing logements ou plus. Pour tenir
compte des régions du pays ou les permis de batir ne sont pas requis, les représentants sur le terrain sondent par
interview un échantillon de zones sans permis a la recherche de preuves visuelles de logements mis en chantier, qui
sont tous inclus dans I’échantillon mensuel. La collecte des données dépend entiérement des représentants sur le terrain
qui ménent des interviews sur place avec les constructeurs ou les propriétaires de projets échantillonnés chaque mois
pour déterminer I’étape de la construction, les renseignements sur les ventes et d’autres caractéristiques des logements.
Dans son état actuel, la SOC nous fournit les données nécessaires pour produire des estimations mensuelles de I’étape
de la construction — mises en chantier, constructions en cours et achevées — a I’échelle nationale et par région de
recensement.

1.3 Les motivations de la modernisation

A mesure que les besoins et le champ de la collectivité des utilisateurs de données continuent d’évoluer, les
programmes statistiques officiels doivent adopter des méthodes, des techniques et des sources de données novatrices
pour demeurer pertinents (Jarmin, 2019). Les indicateurs de construction de I’U.S. Census Bureau ne sont pas a I’abri
de cette dynamique. En effet, nos utilisateurs de données exigent continuellement des données sur la construction plus
actuelles, plus exactes et plus détaillées, mais les plans d’enquéte sur lesquels ces indicateurs se fondent actuellement
limitent directement notre capacité a répondre a ces besoins.

L’ opération actuelle de collecte des données de la SOC s’appuie entiérement sur des entrevues sur le terrain et le
dénombrement manuel de zones échantillonnées qui représentent des colits opérationnels considérables. De plus,
I’obtention de données au moyen d’interviews sur place auprés de constructeurs et de maitres d’ouvrage est associée
aun fardeau de réponse. La Paperwork Reduction Act (PRA, Loi sur la réduction de la paperasserie) de 1995 confére
a I’Office of Management and Budget (OMB, Bureau de la gestion et du budget) une autorité sur la collecte de
renseignements par les organismes fédéraux, dans le but de réduire au minimum le fardeau du répondant et le co(t de
la collecte tout en maximisant I’ utilité des renseignements recueillis (United States Office of Personnel Management,
2011). Dans le contexte du plan actuel de la SOC, la double contrainte du co(t de collecte et du fardeau du répondant
limite le nombre d’administrations et de projets résidentiels que nous pouvons inclure dans I’échantillon chaque mois.
Il en résulte un échantillon qui peut seulement appuyer des estimations a un niveau de détail et d’exactitude qui ne
répond pas aux besoins en évolution constante de nos utilisateurs de données. Afin que nos indicateurs de construction
restent pertinents, nous devons étudier des sources de données et des méthodes nouvelles en mesure de nous aider a
nous défaire des contraintes liées au codt de la collecte et au fardeau du répondant caractéristiques de I’état actuel de
la SOC.

3 e Département du logement et du développement urbain des Etats-Unis finance en partie la SOC.



2. Etat de I’apprentissage profond pour la construction par télédétection (EAPCTD)

2.1 La vision du projet

En 2019, I’'U.S. Census Bureau a entrepris des recherches sur I’utilisation de techniques d’apprentissage automatique
conjuguée a I’imagerie satellitaire pour produire deux estimations clés de la construction : les mises en chantier et les
achévements. Notre idée de la réussite du projet repose sur une démonstration de cette approche moderne, qui peut
produire des estimations exactes des mises en chantier et des achévements tout en respectant les échéanciers des
indicateurs mensuels actuels a un colt égal ou inférieur a celui des méthodes existantes. Si le projet remplit ces critéres
de réussite, nous aurons fait la démonstration d’une autre méthode de mesure de I’activité de la construction, qui n’est
plus grevée par les codts classiques de la collecte de données d’enquéte et du fardeau du répondant, une premiére
étape essentielle pour élargir la portée de notre collecte et ainsi obtenir des estimations plus précises et plus détaillées.

2.2 Premiere recherche (CI10)

Aprés avoir collaboré avec Statistique Canada et en plus d’autres recherches universitaires, I’équipe a choisi le réseau
neuronal convolutif (RNC) comme modéle d’apprentissage profond (AP) le plus performant aux fins de classification
des images (O’Mahony et coll., 2019), et elle a utilisé la bibliothéque Python Fast.ai* pour entrainer 3 000 images
aériennes libres® étiquetées en trois classes : fondations, inachevées et achevées. Pour les besoins de notre premiére
recherche, nous avons traité les images de « fondations » comme un substitut de mises en chantier et les images
« achevées », qui montrent la présence d’un toit terminé, comme un indicateur de fin de construction. Bien que ces
classes ne correspondent pas exactement a nos définitions actuelles de mise en chantier et d’achévement, elles
fournissent une base de référence raisonnable pour la validation du concept.

Figure 2.2.-1
Images aériennes étiquetées des étapes des batiments de Tanzanie a code source ouvert

Les images étiquetées ont été divisées en deux ensembles : 80 % pour I’ensemble d’entrainement et 20 % pour
I’ensemble de validation. Les résultats de la classification du modele initial (CI0) ont montré une exactitude de 88,5 %
apres 29 périodes d’entrainement.

2.3 Modele de validation de concept (IC1)

Le modeéle initial présentait un potentiel important aux fins de I’ utilisation des modéles de RNC pour classer les images
en étapes de construction, y compris au moyen d’images libres et pré-étiquetées. L’équipe a alors décidé d’améliorer
les performances globales en entrainant un autre modéle au moyen d’images satellitaires nouvellement obtenues, a

4 Fast.ai est une bibliothéque d’apprentissage profond a code source ouvert, qui fournit des composantes de haut
niveau, y compris les gabarits de modéles pré-entrainés utilisés dans ce projet. Les modeles pré-entrainés sont déja
entrainés sur des millions d’images généralisées et n’ont besoin que de I’entrainement des derniéres couches pour
I’apprentissage spécialisé. Source : https://github.com/fastai/fastai

> Cet ensemble de données contient des empreintes de batiments générées par ordinateur, calculées a I’aide
d’algorithmes Bing Maps sur imagerie satellitaire. Source : https://github.com/microsoft/Uganda-Tanzania-
Building-Footprints



partir des renseignements sur les permis et les tendances historiques de la construction®. En nous appuyant sur une
base de données contenant les lieux et dates précis de permis, nous avons automatiquement cherché et téléchargé trois
images pour chaque lieu de permis : une de la période antérieure a la construction, une autre représentant la mise en
chantier et une autre encore pour I’achévement de la construction. La recherche d’images antérieures a la construction
a sélectionné des images pour chaque lieu de permis a partir de trois mois avant la date de délivrance du permis
connexe. La recherche sur les mises en chantier a sélectionné des images prises entre un mois avant et quatre mois
apreés la date de délivrance du permis. Les images d’achévement ont été sélectionnées a partir d’une période de neuf
mois apres la date de délivrance du permis.

Apres avoir organisé 3 000 nouvelles images dans les trois classes, I’équipe a filtré manuellement et transféré d’une
catégorie a une autre toutes les images qui semblaient mal étiquetées. Cet examen manuel et ce réétiquetage étaient
nécessaires, car notre processus automatisé de sélection des images et d’étiquetage reposait sur des durées typiques
de I’obtention du permis au début de la construction et de la mise en chantier a I’achevement, et on pouvait s’attendre
a ce qu’au moins certains des projets sélectionnés s’écartent de ces durées moyennes. On a ensuite utilisé le nouvel
ensemble d’images pour former le modéle IC1, en exploitant la méme bibliothéque de RNC et I’architecture ResNET.
Les classifications de I’ensemble de validation ont produit une exactitude de 92 % et des scores F17 de 96 %, 92 % et
84 % respectivement pour les classes des constructions achevées, des préconstructions et des mises en chantier. La
moindre exactitude de la classe des mises en chantier s’explique par la rareté relative des images de début de
construction dans I’ensemble d’images global. Ce phénoméne est quelque peu intuitif étant donné que le créneau
d’observation d’une mise en chantier est plus court que les créneaux d’observation de la préconstruction et de
I’achevement. Néanmoins, la matrice de confusion pour les classifications IC1 présentée au tableau 2.3-1 montre que
le modele a de bonnes performances quand on classe les images en trois étapes de construction.

Tableau 2.3-1
Matrice de confusion pour les classifications IC1
Prédite
ACHEVEE PRE-CONSTRUCTION CI\HAEI\ETEIER
° ACHEVEE 362 3 5
3 PRE-CONSTRUCTION 2 236 10
& MISE EN CHANTIER 17 17 156

2.4 Application en contexte de production

L architecture de la solution pour I’application du modéle de RNC aux fins de classification des étapes de
construction par imagerie satellitaire a été congue en deux modes : recherche et suivi. Chague mois, une image
globale couvrant une zone d’intérét (ZI) donnée est téléchargée et rognée selon les limites de chaque propriété de la
Z1. Chaque image de propriété individuelle est classée par le modele, et les propriétés classées comme des mises en
chantier sont marquées pour faire I’objet d’un suivi continu au cours des mois suivants.

Le mode de suivi garantit que chaque lieu classé comme mise en chantier soit fourni comme entrée aux fins de
classification supplémentaire dans les mois suivants jusqu’a ce que I’image de la propriété soit classée comme étant
une construction achevée. Les résultats comprennent le lieu, la date estimée de mise en chantier en fonction du
moment ou le modeéle a classé I’'image de la propriété comme début de construction, et la date estimée de
I’achévement correspondant au moment ot le modele a classé I’image de la propriété comme construction achevée.

6 L’U.S. Census Bureau produit des statistiques annuelles sur le temps écoulé entre la délivrance de permis et le
début de la construction, d’une part, et sur la durée entre la mise en chantier et I’achévement, d’autre part. Ces
statistiques sont disponibles a la page : https://www.census.gov/construction/nrc/lengthoftime.html

" La mesure du score F1 est 2*((précision*rappel)/(précision+rappel)). Elle traduit I’équilibre entre la précision et le
rappel du modeéle.



Figure 2.4.-1
Mode de recherche — Classification des propriétés dans une zone d’intérét (ZI)
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2.5 Cadre de validation

Notre équipe étudie plusieurs stratégies faisant partie d’un cadre global de validation du modéle, y compris I’examen
de la cohérence de la progression de la classification, le référencement croisé de permis, I’inspection visuelle manuelle
et I’examen de I’activation de pixels. Dans une premiére étape, nous exécutons le modéle sur de nouvelles images a
I’extérieur de I’ensemble organisé initialement et couvrant une période de plusieurs mois distincts. Cela permet
d’examiner la progression de la classification sur plusieurs mois pour en assurer la cohérence logique. A titre
d’exemple, si le modéle produit une progression de classification pour un projet de construction dans laquelle
I’achévement précéde la mise en chantier, cela indique probablement que les performances du modéle sont sous-
optimales étant donné notre compréhension de la progression typique réelle des constructions. Nous sommes
également en mesure de superposer les données relatives au lieu des permis sur les propriétés délimitées dans la zone
d’intérét, ce qui nous permet de comparer les prédictions du modele pour ces lieux & I’état attendu de début et
d’achévement des travaux a partir de la délivrance du permis. De plus, pour chaque ensemble de classifications, un
échantillon aléatoire de 5 % est sélectionné aux fins d’inspection visuelle manuelle de I'image et de la paire de
classification. Un ajout récent au cadre de validation permet d’examiner I’activation de pixels a partir de couches
définies du RNC. L’objectif de cet examen est de vérifier si le modéle « examine » les pixels significatifs quand il
effectue une classification. Quand le modele classe une image comme étant un achévement, nous nous attendons a ce
qu’il en soit arriveé a cette classification au moyen des pixels qui forment le batiment achevé. La figure 2.5-1 en montre
un exemple réussi, avec I’image d’origine a gauche, une couche de RNC initiale au milieu, et la couche finale — dans
laquelle une construction achevée a été détectée — a droite. Les couleurs violettes indiquent les zones de I’image sur
lesquelles le modele se concentre a chaque itération.

Figure 2.5.-1
Examen de I’activation de pixels — Achévement de construction
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Comme exercice pratique du cadre de validation, des images de Houston (Texas) ont été obtenues aux fins de

validation et de collecte de I’exactitude et des scores F1. L aire de la ZI de Houston mesurait 100 km?, et une image
par période de 4 mois a été recueillie pour I’expérience de validation. Apres recadrage, 250 000 images au total ont




été classées. Nos stratégies de validation ont immédiatement fait ressortir certains problémes et limites de I’ensemble
d’images d’entrainement et des catégories de classification, qu’il fallait régler avant la collecte de mesures. Nous
avons ainsi découvert un biais dd a la couleur de toit. 1l causait un biais fort de I’imagerie d’entrainement vers une
couleur de toiture et nuisait aux performances du modele quand il s’exécutait sur une ZI entiérement nouvelle. Le
nombre de faux positifs présents dans cet exercice indiquait aussi qu’il nous faudrait affiner nos catégories de
classification. Cela impliquait la nécessité de tenir compte des images sans aucun lien avec la construction, comme
des arbres ou des plans d’eau, et de trouver une solution au fait que les catégories de préconstruction et de mise en
chantier apparaissaient de fagon trop similaire. En se fondant sur les renseignements recueillis lors de I’exécution du
cadre de validation, I’équipe a commencé a travailler sur plusieurs améliorations en vue de I’itération suivante du
modéle, 1C2.

2.6 Améliorations du modele (IC2)

Le modele IC2 a considérablement été amélioré par la collecte d’un plus grand nombre d’images a différents endroits
qui accroft la diversité des ensembles d’entrainement et par la redéfinition des catégories de classification. Le nouvel
ensemble d’images d’entrailnement comprenait des images provenant de quatre lieux distincts et les nouvelles
catégories ont facilité I’identification d’images non liées a la construction, qui étaient considérées comme de faux
positifs auparavant. Les catégories de classification ont été réorganisées dans une structure a niveaux :

e Classe A : Activité de construction en cours
o Classe Al : Excavation
o Classe A2 : Fondations
0 Classe A3 : Charpente

e Classe B : Structures achevées
o Classe B1 : Batiments résidentiels
o0 Classe B2 : Batiments commerciaux
0 Classe B3 : Rues/stationnements

e Classe C: Terres, eau et végétation
0 Classe C1: Arbres
0 Classe C3: Herbe
0 Classe C3: Terrain nettoyé

De plus, nous avons optimisé le modele pour sélectionner le nombre le plus efficace de couches et de modéles dans
les types de réseaux neuronaux. La combinaison d’entrainement la plus optimale pour le modele IC2 était de type
ResNet50 avec 128 comme parametre de redimensionnement, ce qui a permis d’obtenir une exactitude de 97,1 % et
un score F1 de 98 % sur I’entrainement, le test et la validation.

Ce modele a également été testé en dehors des images d’entrainement et il a été comparé aux étiquettes réalisées par
des humains provenant des images du groupe témoin. Sur environ 160 images, 139 images ont été étiquetées par des
humains comme achevées, 21 comme de la végétation et seulement 4 comme une mise en chantier. Le modéle IC2
donne une classification correcte, par rapport aux étiquettes des humains, avec 95,7 % d’achévements, 90,5 % de
végétation et 50 % de mises en chantier. Les résultats indiquent la nécessité d’augmenter le nombre d’images du
groupe témoin étiquetées par des humains, en particulier pour les images de mise en chantier. Avec seulement quatre
images de I’échantillon aléatoire de 5 % appartenant a la classe des mises en chantier, les résultats d’une exactitude
de 50 % ne sont pas significatifs. Toutefois, I’exactitude de 96 % et de 91 % des classes d’achevements et de
végétation peut étre validée en raison du nombre plus élevé d’échantillons observés et étiquetés. L’équipe a I’intention
de cibler les zones présentant une forte activité de construction et de délivrance de permis lors des futures validations
du modele afin de mesurer avec assurance I’exactitude et les scores F1 pour la classe d’activité de construction en
particulier.



3. Conclusion

3.1 Synthese et prochaines étapes

A ce jour, les résultats de notre recherche et la validation du concept constituent une premiére étape prometteuse dans
la démonstration de la viabilité d’une démarche fondée sur la science des données pour produire des mesures officielles
de I’activité de construction. Compte tenu de la réussite de cette premiére recherche, le projet se poursuivra avec des
objectifs d’extensibilité. Il incorporera des méthodes de classification d’images sophistiquées et, a terme, sera intégré
a nos indicateurs de construction actuels. Bien que notre premiére validation de concept ait porté sur quelques lieux
ayant une forte densité de construction, nous devons maintenant élargir la portée de nos images d’entrainement et de
test pour y inclure une grande variété de climats ainsi qu’un mélange d’environnements ruraux et urbains. L’aspect
typique d’un toit terminé dans le Sud-Ouest rural peut différer considérablement de celui d’un toit fini dans une région
métropolitaine du Nord-Est. Or, notre méthodologie doit pouvoir identifier les deux de facon fiable. L équipe
poursuivra ses recherches sur I’application de la segmentation d’instance afin d’extraire des renseignements plus
détaillés, comme les limites de projet de construction, la superficie en pieds carrés, et les classifications multiples dans
une méme image (p. ex. une mise en chantier adjacente a un achévement indiquant un ajout). La planification de
I’intégration devra aborder des questions comme la fréquence des images par rapport a la résolution et au
rapprochement des anciennes et nouvelles méthodologies ainsi que les définitions de I’étape de construction pour
assurer I’intégrité et la comparabilité des séries chronologiques des indicateurs. Bien qu’il reste encore du travail a
accomplir a mesure que nous nous rapprochons de I’intégration a I’environnement de production, la premiére réussite
du projet a montré que nous pouvions libérer nos indicateurs de construction des contraintes classiques du codt de la
collecte et du fardeau du répondant, qui limitent notre capacité a répondre aux besoins en évolution constante de nos
utilisateurs de données.
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